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1 はじめに
Deep Neural Network (DNN)を用いた統計的音声
合成 [1]の発展により，自然音声とほぼ同程度の品質
の合成音声が生成可能となった [2]．一方で，音声合
成技術のさらなる発展および普及には，合成音声の
高品質化だけでなく，解釈が容易で制御しやすい音声
の潜在表現（すなわち，人間の主観的印象と対応付け
が取れた表現）を学習するための技術が重要となる．
本稿では，多様な声色・音高の音声を自在に生成可能
な DNN音声合成の実現を目的として，DNN音声合
成に適した話者表現の学習法を提案する．
DNN音声合成における最も単純な話者表現は，話
者の情報を one-hot ベクトルで与える話者コード [3]
である. 学習データに含まれる話者の声質を高精度に
再現できるが，(1)学習データに含まれていない未知
話者は表現できず，また，(2) 話者数が増えるにつれ
てユーザが所望する声質の話者を選択することが困
難となる．話者コードの埋め込みおよび適応 [3, 4]に
よりこれらの問題は緩和できるが，未知話者の声質を
完全に再現することは困難である．より効率的な話者
表現は，入力音声の話者を特定するように学習され
たDNNの中間表現（すなわち，連続的な特徴空間へ
の話者埋め込み）を用いることである．d-vector [5]
はこのDNN話者埋め込みの代表例であり，多人数話
者の声質変換における話者表現として利用されてい
る [6]．しかし，d-vectorは話者を特定するための中
間表現であり，その特徴空間内での配置と主観的話者
間類似度には相関がないため，ユーザが所望する声質
の再現および適応に適した表現であるとは限らない．
本稿では，ユーザが解釈しやすく，また，制御しや
すい話者表現を学習するための手法として，主観的
話者間類似度を考慮したDNN話者埋め込みの学習ア
ルゴリズムを提案する．まず，話者間類似度を表す類
似度スコア行列を定義するための大規模な主観スコ
アリングを実施する．提案アルゴリズムでは，話者埋
め込みのDNNは類似度スコア行列により定義される
損失関数を最小化する．類似度スコアを用いる学習
法として，本稿では (1) 類似度スコアベクトル埋め
込みと (2) 類似度スコア行列埋め込みの 2つのアプ
ローチを取る．(1) 類似度スコアベクトル埋め込みに
基づく学習では，話者埋め込みのDNNは，従来の話
者コードの代わりに類似度スコア行列のベクトルを
予測するように学習される．(2) 類似度スコア行列埋
め込みに基づく手法では，話者埋め込みの DNNは，
話者認識の softmax cross-entropyと，類似度スコア
行列と d-vectorのグラム行列（すなわち，d-vectorか
ら定義される話者間類似度）の差のフロベニウスノル
ムの重み付き和を最小化するように学習される．実験
的評価では，提案アルゴリズムが従来の d-vectorよ
りも主観的話者間類似度と強い相関を持つ話者埋め
込みを学習できることを示す．

2 従来のDNN話者埋め込み
2.1 One-hot 話者コード
話者コード [3] c = [c(1), · · · , c(n), · · · , c(Ns)]

⊤ は
学習データに含まれるNs人の話者のうちの 1人を特
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定するための離散的な話者表現である． i番目の話
者に対する話者コード ci は，次式で定義される．

ci(n) =

{
1 if n = i

0 otherwise
(1 ≤ n ≤ Ns) (1)

学習データに含まれる話者の声質は再現できるが，未
知話者の話者コードは定義不可能であり，コードの次
元が話者数に比例して大きくなる．さらに，主観的話
者間類似度を完全に無視した表現であるため，ユー
ザが所望する声質を持つ話者の選択は困難である．

2.2 d-vector

d-vector [5]は学習済みの話者認識 DNNのボトル
ネック特徴量として得られる連続的な話者表現であ
る．話者認識DNNは，入力された音声特徴量からそ
の話者を特定するように学習される．学習時の損失関
数は，次式の softmax cross-entropyで与えられる．

LSCE (c, ĉ) = −
Ns∑
n=1

c (n) log ĉ (n) (2)

ここで，ĉ = [ĉ(1), · · · , ĉ(n), · · · , ĉ(Ns)]
⊤ は DNN

の予測結果である．Nd 次元の d-vector d =
[d(1), · · · , d(Nd)]

⊤ は，DNNのボトルネック層から
抽出される．d-vectorの次元数Ndを話者数Nsより
も小さくすることで，低次元特徴空間に連続的に分
布する話者表現が得られる．i番目の話者に対する話
者表現 di は，当該話者の音声特徴量から抽出された
全ての d-vectorの平均によって定義される．連続的
な特徴空間への話者埋め込みによって，未知話者の話
者表現も定義可能 [6]だが，特徴空間での配置と主観
的話者間類似度に相関がないため，ユーザにとって
解釈しやすく，制御しやすい話者表現であるとは限ら
ない．

3 主観的話者間類似度を考慮したDNN話
者埋め込み

本稿では，主観的話者間類似度と強い相関を持つ
話者埋め込みを学習するためのDNNの学習アルゴリ
ズムを 2つ提案する．

3.1 類似度スコア行列
提案アルゴリズムでは，受聴者によって知覚される
主観的話者間類似度を定義した行列を用いてDNNを
学習する．S = [s1, · · · , si, · · · , sNs

] をNs ×Nsの類
似度スコア行列，si = [si,1, · · · , si,j , · · · , si,Ns

]⊤ を
i番目の話者の Ns 次元の類似度スコアベクトルとす
る．行列の各要素 si,j は −v から v の間の値を取り，
i番目と j番目の主観的話者間類似度を表す．本稿で
は，“i番目と j 番目の話者の声はどれだけ類似して
いるか？”を評価基準とした主観評価スコアの平均値
として si,j を定義する．また，行列 Sは対称行列と
し，同一話者内の類似度を示す対角成分は主観評価
スコアの最大値 vとする．図 1(a)と (b)にそれぞれ
153名の日本人女性話者の類似度スコア行列とその部
分行列を示す．
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Fig. 1 (a)大規模な主観スコアリングにより得られ
た 153名の日本人女性話者の類似度スコア行列およ
び (b)その部分行列
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Fig. 2 (a)類似度スコアベクトル埋め込みに基づく
学習および (b)類似度スコア行列埋め込みに基づく学
習における損失関数の計算手順

3.2 類似度スコアベクトル埋め込みに基づく学習
類似度スコアベクトル埋め込みに基づく学習では，
話者埋め込みのDNNは類似度スコア行列のベクトル
を予測するように学習される．学習時の損失関数は，
次式で与えられる．

L
(vec)
SIM (s, ŝ) =

1

Ns
(ŝ− s)

⊤
(ŝ− s) (3)

ここで，s ∈ Sと ŝはそれぞれターゲットの類似度ス
コアベクトルとDNNの予測結果である．類似度スコ
ア行列の対角成分は主観評価スコアの最大値を取る
ように定義されているため，予測スコアの最大値を
取ることで，提案アルゴリズムは話者認識DNNの学
習にも適用できる．図 2(a)に提案アルゴリズムにお
ける損失関数 L

(vec)
SIM (·)の計算手順を示す．

3.3 類似度スコア行列埋め込みに基づく学習
類似度スコア行列埋め込みに基づく学習では，行列

Sによって d-vector空間の配置に制約を与えてDNN
を学習する．D = [d1, · · · ,di, · · · ,dNs ] を学習デー
タに含まれる全話者の d-vectorを含むNd ×Nsの行
列とする．学習時の損失関数は，次式で与えられる．

L (c, ĉ,D,S) = LSCE (c, ĉ) + ωsL
(mat)
SIM (D,S) (4)

L
(mat)
SIM (D,S) =

2

∥1Ns − INs∥
2
F

∥∥∥K̃D − S̃
∥∥∥2
F

(5)

K̃D = KD − (KD ⊙ INs) (6)

S̃ = S− vINs
(7)
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(a) Speaker similarity graph (b) Zoomed graph

Fig. 3 (a)図 1(a)に示す間類似度スコア行列に対応
する話者グラフおよび (b)赤枠で拡大された部分

ここで，∥·∥2F，⊙，1Ns，そして INs はそれぞれ与え
られた行列のフロベニウスノルム，Hadamard積，全
ての要素が 1であるNs×Nsの行列，そしてNs×Ns

の単位行列である．2/∥1Ns − INs∥2F は行列 K̃D − S̃

の自由度に対応し，損失関数 L
(mat)
SIM (·)のスケールを

正規化する役割を持つ．ωs は，式 (4)の第 2項に対
する重みを調整するハイパーパラメータである．KD

は d-vectorから計算される Gram行列であり，次式
で与えられる．

KD =

 k (d1,d1) · · · k (d1,dNs
)

...
. . .

...
k (dNs ,d1) · · · k (dNsdNs)

 (8)

ここで，k(di,dj)は di と dj から計算されるカーネ
ル関数であり，d-vectorに由来する話者間類似度に対
応する．故に，提案アルゴリズムは，主観的話者間類
似度を考慮しつつ，話者を特定できるように話者埋め
込みの DNNを学習させる．図 2(b)に提案アルゴリ
ズムにおける損失関数 L

(mat)
SIM (·)の計算手順を示す．

式 (5)の最小化は，(1)主観的に類似した話者対は
話者埋め込み空間内で近づき，かつ，(2)そうでない
話者対は遠ざかるような制約を与えてDNNを学習さ
せる．制御が容易なDNN音声合成の実現には，少な
くとも第一の条件は満たされることが望ましい．そ
のため，式 (5)を次式に示すように書き換える．

L
(mat−re)
SIM (D,S) =

2

∥W − Is∥2F

∥∥∥W ⊙
(
K̃D − S̃

)∥∥∥2
F

(9)

ここで，W = [wi,j ]1≤i,j≤Ns
は各成分に対応する類

似度スコア行列の成分が 0より大きいときに 1とな
る行列である．2/∥W − Is∥2F は行列Wの自由度に
対応し，損失関数L

(mat−re)
SIM (·)のスケールを正規化す

る役割を持つ．この定式化を用いた学習では，類似度
スコアが 0以下の話者対は学習時の制約として考慮
されない．

3.4 考察
提案アルゴリズムで用いる類似度スコア行列から得

られる話者間の関係性は，話者を頂点とし，類似話者
間に辺を持つ無向グラフとして可視化できる．図 3(a)
および (b)に図 1(a)の類似度スコア行列から定義さ
れる話者グラフとその一部を拡大したものを示す．話
者グラフを定義する隣接行列は，式 (9)中のWと同
じである．図 3における各話者の配置は，類似度ス
コア行列を用いた多次元尺度構成法により決定した．
式 (9)の最小化は，音声特徴量から話者グラフを学習
する枠組みと解釈できるため，DNN音声合成におけ
る多人数話者モデリングにグラフ信号処理 [7]やグラ
フ埋め込み [8]の知見を取り入れることが可能となる．



これまでに，hidden Markov model (HMM)を用い
たテキスト音声合成 [9]や Gaussian mixture model
(GMM)を用いた声質変換 [10]における制御が容易な
潜在変数のモデリング手法が提案されている．これら
の手法では，ある特定の話者の声質に対する “warm
– cold” や “clear – hoarse” といった印象語の対と，
HMMや GMMの潜在変数が関連付けされるように
学習される．提案アルゴリズムは，これらの手法を
発展させたものであり，従来の話者ごとの印象ではな
く，話者間の主観的類似度を考慮して話者埋め込み
DNNを学習させる．さらに，話者の意図と受聴者の
知覚の差（例えば，話者が表現した感情と，受聴者が
知覚した感情の違い [11]など）もモデル化できる．
類似度スコア行列埋め込みに基づく提案アルゴリ
ズムでは，d-vectorの Gram行列が類似度スコア行
列に近づくようにDNNを学習させる．埋め込み空間
上での類似度を定義するカーネル関数には任意のも
のが選択でき，線形カーネルを用いた場合，式 (5)は
deep clustering [12]と等価になる（ただし，対角成
分を除外する点でわずかに異なる）．また，線形カー
ネルだけでなく，Gaussianカーネルなどのより複雑
なカーネルも選択できる．

4 実験的評価
4.1 実験条件
4.1.1 大規模な主観スコアリングの条件
提案法で用いる類似度スコア行列 Sを得るための
クラウドソーシングを利用した大規模な主観スコア
リングを実施した．音声コーパスとして JNAS [13]
を使用し，その中から 153名の日本人女性話者の音
声を用いた．コーパスに含まれる各話者は少なくと
も 150文の読み上げ発話を収録しており，本稿では，
その中から選択した 5発話をテキスト非依存な主観
的話者間類似度の評価に用いた．各評価者は，全ての
11,628話者対からランダムに選択された 34話者対の
主観的類似度を −3（完全に異なる）と +3（非常に
似ている）の間の整数値で評価した．全ての話者対
は，少なくとも 10名の異なる評価者により評価され
た．最終的に，4,060名の評価者がスコアリングに参
加し，138,040件の回答が得られた．

4.1.2 DNN話者埋め込みの条件
本稿では，JNASコーパスをDNN話者埋め込みの
学習にも用いた．各話者の全発話の 9割を学習に，残
りを評価に用いた．大規模な主観スコアリングに用
いた 5発話は，学習・評価データの両方から除外し
た．DNN学習に用いる話者数Nsは，35, 70, 140と
した．図 1(b)に示す 13名の話者は学習データには
含まれなかったが，話者埋め込みと類似度スコアの
相関の計算に用いた．類似度スコア行列の各成分は
[−3, +3]の範囲に収まるように定義したが，DNN学
習時には各成分が [−1, +1]の範囲に収まるように正
規化した．したがって，3.3節で述べた類似度スコア
行列埋め込みに基づく提案アルゴリズムでは，カーネ
ル関数に k(di,dj) = tanh(d⊤

i dj)として定義される
シグモイドカーネルを用いた. 各話者の d-vectorは，
当該話者の全発話の有声区間における音声特徴量か
ら得られる d-vectorの平均として推定した．ここで
の有声・無声判定には，STRAIGHT分析 [14]によっ
て得られた F0 を用いた．
話者埋め込みDNNのアーキテクチャは，隠れ層数

4，隠れ層の活性化関数に tanh 関数を用いた Feed-
Forward 型ネットワークとして構築した．1 層から
3層までの隠れ層のユニット数は 256，d-vectorの抽
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Fig. 4 主観的話者間類似度スコアのヒストグラム
（赤線は累積度数）

出に用いる 4層目の隠れ層のユニット数は 8とした．
2.2節および 3.3節に示す学習アルゴリズムを用いる
場合，出力層の活性化関数は softmax関数とした．類
似度スコア行列 Sの各成分は [−1, +1]の範囲に収ま
るように正規化したため，3.2節に示す学習アルゴリ
ズムを用いる場合，出力層の活性化関数は tanh関数
とした．d-vector を話者表現として用いた先行研究
[6]と同様に，Ns = {35, 70, 140}名の話者に加え，無
声区間を表す 1次元スカラー値を話者コードに追加
した．DNNの入力は，当該フレームと前後 2フレー
ムにおける 1次から 39次のメルケプストラム係数の
結合ベクトルとした．DNN学習時には，入力特徴量
を平均 0，分散 1となるように正規化した．メルケプ
ストラム係数の抽出には，STRAIGHT分析 [14]を
用いた．DNN学習時の最適化アルゴリズムには，学
習率を 0.01とした AdaGrad [15]を用いた．2.2節，
3.2節，そして 3.3節で述べた全ての学習アルゴリズ
ムの反復回数は 100とした．学習時のミニバッチサ
イズは 2,048とし，式 (4)に示すハイパーパラメータ
ωs は 10.0とした．

4.2 大規模な主観スコアリング
図 1(a)および (b)にそれぞれ 153名の女性話者の
類似度スコア行列とその部分行列を示す．この図よ
り，多くの話者対の類似度スコアは 0以下の値となっ
ている中で，いくつかの話者対（例えば，図 1(b)の
“F010”と “F011”）の類似度スコアは確かに 0より
大きな値となっていることが確認できる．図 4に得
られた類似度スコアのヒストグラムを示す．
4.3 客観評価
従来のアルゴリズムと提案アルゴリズムを比較する
ために，話者認識の精度と，提案アルゴリズムにおけ
る損失関数 L

(vec)
SIM (·), L(mat)

SIM (·), そして L
(mat−re)
SIM (·)

の値を計算した．本稿では，以下の 4つのアルゴリ
ズムを比較した．

Conv. : 式 (2)の最小化

Prop. (vec) : 式 (3)の最小化

Prop. (mat) : 式 (4)の最小化

Prop. (mat-re) : 式 (2) + ωs×(9)の最小化

客観評価結果を図 5に示す．ここで，“Prop. (vec)”
において話者認識の精度を計算する際には，DNNの
出力の最大値を取る要素に対応する話者を認識結果
とした．評価結果より，softmax cross-entropy最小
化に基づく従来アルゴリズムが最も高い認識精度を
達成しているが，主観的話者間類似度に関する損失は
いずれも減少していないことが確認できる．一方で，
提案アルゴリズムでは，話者認識精度は低下してい
るものの，学習に用いた損失関数は確かに減少させ
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Fig. 6 話者間類似度スコア si,j とカーネル関数
k(di,dj)の値の散布図と，これらの相関係数 rの値.
この図に含まれる全ての散布図は，全ての話者対か
ら作成された．

るように話者埋め込みのDNNを学習させていること
が確認できる．故に，提案アルゴリズムは主観的話者
間類似度を考慮してDNN話者埋め込みを学習可能で
あることが示された．
話者埋め込みと主観的話者間類似度の相関を調査す
るために，類似度スコア si,jとカーネル関数 k(di,dj)
の値の Pearsonの相関係数を計算した．図 6に相関
係数 rの値および類似度スコアとカーネル関数の散布
図を示す．ここで，“Closed”と “Open”はそれぞれ
学習データに含まれる 140名の話者とそれ以外の 13
名の話者を意味する．図 6(1a)および (1b)より，話
者認識の softmax cross-entropy最小化のみで学習さ
れた DNNから抽出された従来の d-vectorは類似度
スコアと弱い相関を持つことが確認できる．一方で，
図 6(2a)および (3a)に示す結果から，提案アルゴリ
ズムである “Prop. (vec)” and “Prop. (mat)”は，類
似度スコアと強い相関を持つDNN話者埋め込みを学
習していることが確認できる．さらに，図 6(2b)およ
び (3b)に示す結果は，提案アルゴリズムが学習デー
タに含まれる話者とそうでない話者間の類似度スコ
アと強い相関を持つDNN話者埋め込みも学習可能で
あることを示唆している．これらの結果より，提案ア
ルゴリズムは従来の d-vectorよりも主観的話者間類
似度と強い相関を持つDNN話者埋め込みを学習する
ことが示された．また，図 7に示す，類似度スコアが
0より大きい話者対のみに着目した結果より，“Prop.
(mat-re)”は 4つのアルゴリズムの中で学習データに
含まれる類似話者対の類似度スコアと最も強い相関
を持つ話者埋め込みを学習していることが確認でき，
このアルゴリズムが主観的に類似した話者対を考慮
したDNN話者埋め込みに最適であることを示唆して
いる．

Fig. 7 話者間類似度スコア si,j とカーネル関数
k(di,dj)の値の散布図と，これらの相関係数 rの値.
この図に含まれる全ての散布図は，類似度スコアが 0
より大きい話者対から作成された．

5 結論
本稿では，DNN音声合成に適した話者表現を学習

するための手法として，主観的話者間類似度を考慮
した話者埋め込みDNNの学習アルゴリズムを 2つ提
案した．実験的評価より，提案アルゴリズムは従来の
DNN話者埋め込みである d-vectorと比較して主観的
話者間類似度と強い相関を持つ話者埋め込みが学習
可能であることを示した．今後は，提案アルゴリズム
におけるハイパーパラメータの影響を調査し，DNN
音声合成における多人数話者モデリングへ提案アル
ゴリズムを適用する．
謝辞: 本研究の一部は，セコム科学技術支援財団お

よび JSPS科研費 18J22090，17H06101の助成を受
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